利用神经网络拟合加速器中的非线性动力学
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摘  要: 人工神经网络是人工智能研究的热点之一，它的本质是一个由大量节点连接而成的抽象网络，这些节点被称为“神经元”。通过建立类似生物神经系统的“神经网络”模型，用已有的数据对模型进行拟合，在模型拟合到一定程度后用于对新数据的结果预测。神经网络各个节点之间仅仅由一个简单的函数和一个加权因子连接，这个函数被称为激励函数，加权因子则被称为权重。然而，这样一个由大量简单神经元组成的神经网络却有可能拟合许多极其复杂的非线性关系。粒子加速器的设计和参数优化工作恰好会面对许多错综复杂的非线性问题。本文中，作者使用正在设计优化中的高能同步辐射光源（HEPS）的磁聚焦结构（lattice），利用虚拟加速器软件进行电子的跟踪模拟，并根据追踪模拟的结果计算出不同lattice硬件参数下，HEPS的非线性动力学孔径和亮度，产生了大量的数据。基于这些数据建立合适的人工神经网络，并利用它们训练神经网络，最终得到了一个可在一定范围内通过硬件参数预测当前lattice结构下的HEPS的动力学孔径和亮度的神经网络。该神经网络在一定的变量空间内，对完全通过粒子追踪模拟计算得到的亮度的预测准确率接近100%。在同样的变量空间内，该神经网络对由粒子追踪方法和电子工作点频谱分析方法结合得到的动力学孔径的预测也有超过95%的准确率。这一研究提供了一种在粒子加速器的设计优化过程中，可以不通过费时的粒子追踪模拟来获得当前lattice的非线性参数的方法。神经网络预测动力学孔径和亮度的效率比粒子追踪模拟方法提高了5个量级。这一方法也可推广到亮度和动力学孔径以外的其他复杂非线性参数的优化。
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Abstract:	Artificial neural network (ANN) is one of the hotspots of AI research. The ANN is an abstract network connected by a large number of nodes, which are named "neurons". The so-called neural network model is similar to the biological nervous system. It is fitted by existing data, and predicts the objectives of new input data. Each node of the neural network is connected only by a simple activation function as well as a weight factor. However, such a neural network composed of a large number of simple neurons can fit many complex and nonlinear relationships. The design and optimization of a particle accelerator will be faced with many complicated and nonlinear problems. In this study, the bare lattice of High Energy Photon Source (HEPS) is taken as an example, and a huge amount of data onto dynamic aperture and brightness of the HEPS lattice is generated with the particle tracking simulation method. The data is used to train a neural network and it is proven that the network can predict the values of dynamic aperture and brightness of HEPS bare lattice within a certain variables range. In the same variables range, the prediction accuracy of brightness is close to 100%, and for dynamic aperture, the accuracy is also more than 95%. This study provides a new method for optimizing an accelerator lattice. It does not need time-consuming particle tracking simulation to obtain the nonlinear lattice parameters. The efficiency of predicting dynamic aperture and brightness by neural network is 5 magnitudes higher than that by particle tracking simulation. This method can also be applied to the optimization of other nonlinear parameters except dynamic aperture and brightness.
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引言
磁聚焦结构（lattice）的设计和优化是粒子加速器设计的核心内容。在设计和优化lattice的过程中，需要同时优化为数众多的线性、非线性参数以让它们同时满足加速器的设计需求。在现代加速器设计中，常用的优化方法有多目标遗传算法、多目标粒子群算法等。然而无论是哪种优化方法，都需要同时计算出在不同硬件参数下的lattice参数。粒子跟踪模拟方法是一种计算lattice参数的数值方法，它通过模拟粒子在当前lattice中的运动计算出当前的lattice参数。然而这种方法非常费时，如果有一种方法能快速地计算出lattice参数，那么它就能大幅地加速lattice的优化进程。而人工神经网络恰好是一种可行的方法。神经网络在经过一定程度的训练之后有可能拟合加速器lattice中的非线性关系，并且能够极快地预测出新的输入变量情况下的lattice参数。本文中，作者采用北京高能同步辐射光源的lattice的硬件参数作为输入变量，搭建神经网络预测其动力学孔径和亮度，并与传统的粒子追踪方法作比较，提出了一种新的预测lattice非线性参数的方法。

1 背景介绍
1.1 粒子追踪模拟计算加速器非线性参数简介
粒子加速器的磁聚焦结构（lattice）是指在一个周期内，加速器的磁铁、高频腔、漂移段等元件的排列组合方式[1]。Lattice的设计往往需要同时考虑为数众多的变量和目标，许多目标值往往无法通过理论公式简单求出，需要进行复杂的非线性分析。加速器物理领域经过多年的发展，研发出了许多粒子跟踪模拟软件来辅助这些非线性分析。常用的粒子跟踪软件有SAD、MADX、Elegant、AT等等。以AT（accelerator toolbox）为例[2]，AT是由美国SLAC实验室开发的一款基于MATLAB的虚拟加速器软件，它允许用户自由地定义lattice结构，初始化一个或多个粒子在里面模拟其多圈运动，并计算出粒子在每一圈每一个元件位置的相空间位置，闭轨，色散函数，twiss参数等相关信息。根据粒子多圈运动的结果就能推算出对应的lattice参数。以对动力学孔径的计算为例[3]，一般是通过初始化一些在x，x'，y，y'相空间以及能量空间内坐标不同的粒子进行跟踪，并根据粒子的丢失情况计算其稳定性，然后计算出该lattice在横向和纵向的坐标接收度以及能量接收度，再按照频率图（frequency map）方法对结果进行进一步处理得到当前lattice的动力学孔径。然而这种方法的一个问题是计算比较费时，通常我们需要对一个粒子进行几百到几千圈的追踪模拟才能得到一个比较稳定的结果，有时还需要对多个粒子同时进行追踪模拟，这个过程会占用大量的CPU资源并且非常的缓慢。如果有一种方法能避免复杂的粒子跟踪直接获得所需的lattice参数值，那么它将大幅提高lattice的优化速度。

1.2 神经网络简介
神经网络是由一些具有一定适应性的简单节点构成的网络，这些节点被称为神经元[4]。多个神经元可以构成一层，由输入神经元构成的层被称作输入层，输出神经元构成的层被称作输出层，夹在输入层和输出层之间的层称作隐藏层，如图1所示，这样的神经网络被称为前馈神经网络[5]。它的相邻层的神经元互相连接，通过一个激活函数f (x)、权重w以及偏置b来传递信息，如公式（1）所示，其中x和y分别对应神经元的输入和输出。

                                    （1）
以BP神经网络为例，神经网络的训练是通过误差的反向传播进行的。首先根据当前的预测结果得到神经网络的误差函数，从输出层开始，反向对当前权重求偏导得到误差的梯度，再根据设好的步长向误差更小的方向一步步地迭代，直到找到一个误差满足要求的点或是迭代次数达到上限，这就是传统的梯度下降法。除了梯度下降法以外常用的还有牛顿法、拟牛顿法等[6]。
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图 1：左图为一个神经元节点的示意图，右图为包含一层隐藏层的前馈神经网络示意图。

万能近似定理[7]表明，一个前馈神经网络如果有线性输出层以及至少一层包含有某种“挤压”性质的激活函数（如sigmod函数）的隐藏层，只要该网络拥有足够多的隐藏单元，就能以任意的精度近似任意一个有限维空间内的连续非线性函数。因此，我们有可能利用神经网络拟合粒子加速器中的各种错综复杂的非线性关系。

2 利用神经网络拟合HEPS的动力学孔径和亮度
高能同步辐射光源（HEPS）是我国十三五规划中的重要大型基础科学设施，并且在十二五规划中安排了前期研制工程[8]。其设计目标是实现低于100pm∙mrad的电子束团水平自然发射度。目前HEPS储存环的lattice在设计阶段经过了长期、多次的优化，现在的设计方案采用改进型混合7BA结构（图2），拥有48个相同的7BA结构，包括了24个超周期[9]。
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图 2：目前HEPS储存环的单个7BA结构的lattice和其光学函数。左侧和右侧为镜面对称。

在对HPES储存环lattice的优化过程中，动力学孔径（DA）和亮度（BN）的优化非常重要。目前的优化方法是初始化一批“种子”，这些“种子”其实是一批多维数据。它们的每个维度分别代表这一个输入参数，这些输入参数分别是lattice中各个元件的长度、强度、强度梯度等硬件参数。每一个种子都对应着一个lattice，在AT的帮助下，通过粒子跟踪模拟方法计算出每个lattice对应的DA和BN，然后利用多目标粒子群算法和多目标遗传算法等多目标优化算法结合的方法基于当前这些“种子”进行优化[10]，直到找到一些DA和BN都比较大的结果。在优化的过程中，大量的数据会得以保留，这些数据含有61个输入参数，分别为各个硬件的长度、强度等参数；2个输出参数，分别是f1、f2，对应BN和DA，其中f2的值由公式（2）定义，式中DAx、DAy分别是x和y方向的接受度，βx和βy是粒子追踪起点处的β函数。

                                  (2)
[bookmark: _GoBack]下面建立一个含有61个输入神经元，2个输出神经元，和1层隐藏层的BP神经网络，对上述数据进行拟合。在经过多次测试后，选择隐藏层的神经元个数为25，激活函数选择为tanh函数，训练方法采用Levenberg-Marquardt法。拟合之前需要对数据进行预处理，优化DA和BN所使用的多目标优化算法是逐代演化的，目前一共演化了150代，每代1020个数据。在前30代的数据中每隔5代取一次数据作为训练数据，剔除掉DA和BN过小的点，再对所有数据进行归一化。在训练过程中，随机划分训练数据的70%作为训练集，15%作为交叉验证集，15%作为测试集。BP神经网络结构和训练过程如图3所示。

[image: ]
图 3：左图是BP神经网络的结构示意图，右图是训练过程中的误差变化图。

在建立并训练了上述BP神经网络后，需要测试其对训练数据以外的数据的适应性。在1-150代的数据中，每隔5代取一次数据，共取得30代数据作为测试数据，并将它们的输入参数输入到BP神经网络中预测其BN和DA的值。预测结果的平均相对误差如图4所示，可以看出，该神经网络对BN的预测结果的准确率接近100%，对DA的预测也有着比较高的准确率。在以前30代中的6代数据作为训练数据的情况下，该神经网络对前30代的数据的DA预测非常准确（误差小于1%），而随着优化算法的演化，输入数据逐渐远离训练数据，BP神经网络对DA的预测误差也随着增大，这可能是由于过拟合，也可能是训练数据不足导致的。尽管如此，该BP神经网络对前80代数据预测的精度仍超过95%。这样的准确率已经有可能代替粒子跟踪模拟方法来进行lattice优化。
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图 4：在前30代数据中每隔5代取1代数据作为训练数据，训练成的BP神经网络对前150代的数据进行预测。纵坐标是平均相对误差。红色数据点是对BN预测的平均相对误差，蓝色数据点是DA的平均相对误差。该BP神经网络对BN的预测误差一直很小；对DA的预测误差随着测试数据远离训练数据而增大，但在预测前80代的数据的DA时，平均相对误差仍然小于5%。

表1分别给出了基于BP神经网络和粒子追踪模拟计算同一代数据的BN和DA的时间，所有结果都通过一台36核的工作站上得到，CPU型号为Intel(R) Xeon(R) CPU E5-2695 v4 @ 2.10GHz。结果表明，在无并行情况下，BP神经网络预测一代数据的BN和DA所需的时间比粒子追踪模拟所花费的时间缩短了5个数量级。在62线程并行的情况下，运算速度也有O(5)的提升。在以往的lattice优化工作中，由于程序运算比较费时，往往是在集群上进行并行计算，但这样往往会带来排队等待的问题。如果能用神经网络进行lattice参数的预测，只需要在一台工作站上就能快速的进行优化，甚至不需要并行。

表 1：计算一代数据的BN和DA所需的时间（s）
	
	无并行
	62线程并行

	BP神经网络
	0.3944
	0.0092

	粒子追踪模拟
	78020
	1414.2

	计算效率提升
	O(5)
	O(5)



结论
本文利用优化北京高能同步辐射光源的磁聚焦结构产生的历史数据训练神经网络，对其动力学孔径和亮度的理论值进行了拟合。最终在多目标优化算法演化至150代的变量变化范围内，可以以接近100%的准确率预测理论亮度；在前80代的变量变化范围内，对动力学孔径的预测准确率也超过了95%。使用神经网络对动力学孔径和亮度进行预测，比以往的粒子追踪模拟方法的计算效率提高了5个数量级。这提出了一种新的高效的优化加速器磁聚焦结构的非线性参数的可能方法。这种方法不仅适用于加速器的动力学孔径和亮度的优化，也可推广到其它复杂非线性系统的优化中。
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